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基于多尺度特征自适应调制的单图像超分辨率网络

沈伟露，刘 杰*，唐 杰，武港山
（南京大学计算机学院，江苏南京 210023）

摘　要：　基于 Transformer 的图像恢复方法在单图像超分辨率（Single Image Super-Resolution，SISR）任务中展现

了卓越的性能，这得益于其自注意力（Self-Attention，SA）机制能够有效捕捉非局部信息，从而实现更高质量的高分辨

率（High Resolution，HR）图像重建 . 然而，SA机制中的矩阵乘法操作需要消耗大量计算资源，这使得基于 Transformer
的模型通常难以适配计算能力和内存受限的低功耗设备 . 此外，SA机制的低通特性限制了其捕获高频局部细节的能

力，从而导致平滑的重建结果 . 为了解决以上问题，本文提出了一种基于多尺度特征自适应调制的单图像超分辨率网

络（Multi-scale Feature Adaptive Modulation Network，MFAMNet），其核心是多尺度特征自适应调制（Multi-scale Feature 
Adaptive Modulation，MFAM）模块，该模块通过下采样操作获取不同尺度的低频内容，计算输入特征的全局方差来调制

处理后的低频特征，然后使用调制后的特征自适应地聚合输入特征，从而实现对非局部信息的高效建模 . 在聚合输入

特征之后，本文引入通道注意力机制，从通道维度对融合特征进行细化处理，以增强所有通道间公共信息的提取能力，

同时实现跨通道权重的动态重分配 . 此外，由于MFAM从远程角度处理输入特征，因此需要补充局部上下文信息 . 为

此，本文还设计了空间增强模块（Spatial Enhancement Module，SEM），作为复杂自注意机制的有效替代方案，以显著提

高空间局部聚合能力，在空间和通道维度上进一步细化从MFAM输出的特征 . 大量实验表明：所提出的MFAMNet，在
公共基准数据集上实现了重建性能和计算效率之间的更佳权衡 . 特别是在 4倍超分辨率（Super-Resolution，SR）下，与

最新的自调制特征聚合网络（Self-Modulation Feature Aggregation Network，SMFANet）相比，MFAMNet 在五个公共测试

集上的平均性能提高了 0.15 dB，而模型复杂性，如每秒浮点运算次数（FLoating-point Operations Per second，FLOPs），与

前者几乎相同 .
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Multi-Scale Feature Adaptive Modulation for 
Single Image Super-Resolution
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Abstract:　Transformer-based image restoration methods have demonstrated remarkable performance in single image 
super-resolution tasks, owing to their self-attention (SA) mechanism, which effectively captures non-local information, 
thereby achieving higher-quality high-resolution image reconstruction. However, the matrix multiplication operations in the 
self-attention mechanism consume substantial computational resources, making Transformer-based models generally chal⁃
lenging to deploy on low-power devices with limited computational capabilities and memory. Additionally, the low-pass 
characteristics of the SA mechanism restrict its ability to capture high-frequency local details, leading to overly smooth re⁃
construction results. To address these issues, we propose a multi-scale feature adaptive modulation network (MFAMNet) for 
single image super-resolution, whose core is the multi-scale feature adaptive modulation (MFAM) module. This module ob⁃
tains low-frequency content at different scales through downsampling operations, computes the global variance of the input 
features to modulate the processed low-frequency features, and then adaptively aggregates the input features using the mod⁃
ulated features, thereby achieving efficient modeling of non-local information. After aggregating the input features, we intro⁃
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duce a channel attention mechanism to refine the fused features from the channel dimension, enhancing the extraction of 
shared information across all channels while dynamically reallocating cross-channel weights. Furthermore, since MFAM 
processes input features from a long-range perspective, it is necessary to supplement local contextual information. To this 
end, we also design a spatial enhancement module (SEM) as an effective alternative to complex self-attention mechanisms, 
significantly improving spatial local aggregation capabilities and further refining the features output from MFAM in both 
spatial and channel dimensions. Extensive experiments demonstrate that the proposed MFAMNet achieves a better trade-off 
between reconstruction performance and computational efficiency on public benchmark datasets. Notably, in 4× super-reso⁃
lution, self-modulation feature aggregation network (MFAMNet) improves the average performance by 0.15 dB compared 
to the state-of-the-art self-modulation feature aggregation network (SMFANet) on five public test sets, while maintaining 
nearly the same model complexity, e.g., floating-point operations per second (FLOPs).

Key words:　 single image super-resolution (SISR); lightweight; self-attention (SA); feature modulation; multi-scale 
feature
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1　引言

单图像超分辨率（Single Image Super-Resolution，
SISR）是计算机视觉领域的一项基本任务，旨在从给定

退化的低分辨率（Low Resolution，LR）图像中恢复丢失

的细节，重建高分辨率（High Resolution，HR）图像 . 随

着流媒体平台的迅速崛起和超高清设备的快速发展，

SISR因其能够以较低的媒体传输成本提供愉悦的观看

体验而受到学术界和工业界的广泛关注 .
如图 1所示，在深度学习出现之前，研究人员主要

通过传统的基于插值、稀疏表示、正则化和学习的方法

来解决 SISR 的问题 . 传统的插值方法包括最近邻插

值、双线性和双三次插值（Bicubic）［1］. 最近邻插值是指

为需插值的每个位置选择最近像素的值，而不考虑任

何其他像素 . 因此，这种方法非常快，但通常会产生低

质量的块状结果 . 双线性插值首先对图像的一个轴进

行线性插值，然后对另一轴进行线性插值，由于它产生

感受野大小为 2×2的二次插值，因此它在保持相对较快

速度的同时，表现出比最近邻插值更佳的性能 . 类似

地，Bicubic ［1］在两个轴上分别执行三次插值 . 与双线性

插值相比，Bicubic 考虑了 4×4 个像素，结果更平滑，伪

影更少，但速度要低得多 . 文献［2，3］提出了一种与稀

疏表示相关的超分辨率（Super-Resolution，SR）技术，通

过考虑 LR 和 HR 特征，共享相似的重构稀疏分量作为

学习的 HR 字典原子的稀疏线性组合，以检索 HR 属

性 . 他们使用的优化函数需要 L1 范数的规律性，这使

得SR技术因每个LR特征输入的高强度计算而恶化 .
基于正则化的方法假设检测到的 LR 图像是由多

个退化组件产生的，即模糊、变形、下采样，并专注于重

建的限制 . 因此，选定的HR图像的下采样版本必须与

相应的 LR 图像相同 . 不同的先验知识，如边缘导向先

验［4，5］和相似性冗余［6］，通常用于这种形式的 SR 方法，

以获得明确解 . 然而，基于正则化的方法通常会产生包

含更多锐度和不需要的边缘的HR图像，并在显著边缘

处产生振铃伪影 . 相比之下，基于学习的 SR方法，又称

基于实例的 SR 方法，因其计算速度快、性能优异而备

受关注 . 这些方法通常利用机器学习算法，从大量训练

示例中分析 LR 和相应的 HR 之间的统计关系 . Markov
随机场［7］方法最早由Freeman等人采用，利用丰富的真

实世界图像合成视觉上令人愉悦的图像纹理 . 文献［8］
提出的邻域嵌入方法，利用 LR 和 HR 之间相似的局部

几何形状来恢复HR图像块（patch）. 随机森林［9］也被用

于提高重建性能 . 许多工作将基于重建的方法的优点

与基于学习的方法相结合，进一步减少外部训练样

例［10~12］引入的伪影 .
SR 任务是基于将 LR 图像映射到 HR 图像的观测

模型的合理假设或先验知识，通过融合 LR图像来恢复

原始HR图像的逆问题 . SR的基本重建约束是：恢复后

的图像在应用相同的生成模型后，应该能够再现观察

到的 LR 图像 . 然而，由于 LR 图像数量不足、配准条件

不良以及未知的模糊算子，SR图像重建通常是一个严

重不适定的问题，且从重建约束中得到的解不是唯一

的 . 因此，传统的方法很难妥善解决这个问题 .
在过去的十年中，深度学习彻底改变了SISR领域 .

人们开发了各种卷积神经网络（Convolutional Neural 
Network，CNN）［1~3，13~27］来解决这个问题 . 作为CNN的基

本运算，卷积算子具有平移不变性且感受野有限，限制
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图1　SISR方法存在的问题
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了其对非局部信息建模的能力 . 许多强大的 SR网络已

经实现了图像的高质量恢复 . 然而，为了追求更佳的性

能，大多数网络使用具有巨大计算复杂度的更大模型，

不断地加深网络的层数 . 例如，残差通道注意力网络

（Residual Channel Attention Networks，RCAN）［22］是一种

代表性的基于CNN的图像 SR网络，具有 15.59 M参数，

深度超过 400层 . 尽管这些复杂的 SR网络提高了图像

重建的质量，但由于模型容量不断升级和密集的计算

需求，它们无法在计算资源有限的边缘设备上部署 . 因

此开发一种高效且有效的 SR 方法来估计 HR 图像，对

于在这些平台或产品上更佳的视觉显示是非常有意义

的 . 为了减轻繁重的计算负担，人们使用了各种方法，

包括高效的模块设计［28~31］、知识蒸馏［32］、神经架构搜

索［33，34］以及结构重新参数化［35］等 .
近年来，生成式人工智能在图像重建方面取得了

显著的成果 . 生成式对抗网络（Generative Adversarial 
Network，GAN）通过生成器和判别器的对抗训练，能够

生成更具视觉真实感的细节，重建出逼真的 HR 图像，

显著提升了图像重建的质量 . 超分辨率生成对抗网络

（Super-Resolution Generative Adversarial Networks，
SRGAN）［36］首次将 GAN 引入图像 SR，通过感知损失和

对抗损失的结合，突破传统基于均方误差方法的局限

性，生成了具有更佳视觉效果的HR图像 . 而增强型超

分辨率生成对抗网络（Enhanced Super-Resolution Gen⁃
erative Adversarial Networks，ESRGAN）［37］在 SRGAN 的

基础上改进模型，在网络架构、损失函数等方面进行优

化，显著提升了图像 SR 的效果，使生成的图像质量更

高、细节更丰富、视觉效果更自然 . 然而，GAN容易出现

模式崩溃、计算量庞大、有时无法收敛，并且存在训练

稳定性问题 .
扩散模型的出现标志着包括 SR 在内的图像生成

任务的重大转变，挑战了生成对抗网络长期以来的主

导地位 . 扩散模型通过逐步去除噪声来生成高质量的

图像，为图像 SR提供了新的解决方案，在 SR任务中展

现出巨大潜力，其生成结果与人类评估者的定性判断

高 度 吻 合 . SR3（Super-Resolution via iterative refine⁃
ment）［38］是首个将扩散模型应用于 SR 的模型，通过预

测噪声逐步恢复 HR 图像，在自然图像和人脸 SR 中表

现出高逼真度 . DAll-E［39］和视觉变换器（Stable Diffu⁃
sion）［40］的出现更是让扩散模型在多个方面超越生成对

抗网络 . 但是扩散模型通常需要数百甚至数千次的迭

代去噪步骤来生成高质量的 HR 图像 . 尽管有研究尝

试通过单步推理来加速扩散模型，但单步推理的效果

仍然有限 . 此外，为了生成高质量的图像，扩散模型通

常需要较大的模型规模和大量的参数，并且依赖大量

的训练数据来学习图像的复杂分布 .
最近的视觉Transformer（Vision Transformer，ViT）［41］

在高级和低级视觉任务上都取得了令人印象深刻的成

功［42~52］，远远超过了 CNN. ViT 中的自注意力（Self-
Attention，SA）机制可以有效地对非局部信息进行建模，

这对于高质量重建至关重要 . 然而，SA 机制需要较高

的计算资源和大量的内存消耗，并且不利于高效的 SR
设计 . 为了降低计算成本，人们开发了基于窗口的

SA［33，35，39，53］、转置 SA［54］和权重复用策略［55］来减轻计算

负担 . 然而，这些方法仍然需要很长时间来学习图像

SR 的特征依赖性 . 此外，最近的研究［56，57］表明：ViT 有

利于学习低频分量，从而获得平滑的重建结果 .
因此，这促使我们思考：能否开发一种高效的特征

调制模块，以类似 SA 的方式探索非局部信息，同时对

局部细节进行建模以实现高效的图像 SR. 为此，本文

提出了一个多尺度特征自适应调制（Multi-scale Fea⁃
ture Adaptive Modulation，MFAM）模块，通过下采样操作

获取不同尺度的低频内容，引入输入特征的全局方差

来调制处理后的低频特征，然后使用调制后的特征自

适应地聚合输入特征 . 在聚合输入特征之后，本文使用

通道注意力从通道维度对融合的特征进行处理 . 此外，

由于 MFAM 模块从远程角度处理输入特征，因此需要

补充局部上下文信息 . 为此，本文还设计了空间增强模

块（Spatial Enhancement Module，SEM），作为复杂 SA 机

制的有效替代方案，以显著提高空间局部聚合能力，在

空间和通道维度上进一步细化从 MFAM 输出的特征 .
本文将提出的MFAM模块和 SEM模块制定为端到端可

训练网络，称为MFAMNet，以解决 SISR. 如图 2所示，图

中的圆圈大小表示模型的每秒浮点运算次数（FLoating-

point Operations Per second，FLOPs），本文提出的MFAM⁃
Net在计算效率和重构性能之间实现了更佳的平衡 .

综上所述，本文提出的 MFAMNet 的主要贡献

如下：

（1）本文开发了一个高效的 MFAM 模块提取多尺

度特征 .
（2）本文提出了一种 SEM，利用大核条纹卷积，有

效提取并融合局部空间信息以进一步完善MFAM在空

间和通道维度上的特征 .
（3）本文在基准数据集上定量和定性地评估了所

提出的方法，大量的实验结果表明：与近几年代表性的

轻量级 SISR方法相比，本文提出的MFAMNet能够重建

出更高质量的 SR图像，同时具有较低的参数量和更低

的计算复杂度 .
2　相关工作

2. 1　基于CNN的SR
经典的插值算法，例如线性或双三次上采样，首先

通过在 LR 的相邻像素之间插入零来创建 HR 图像，然
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后使用低通滤波器来保留输入图像的内容信息［30］. 基

于CNN的图像 SR技术相较于传统的插值算法，通过端

到端训练学习输入图像和目标输出之间的非线性映射，

取得了显著的性能提升 . 超分辨率卷积神经网络（Super-
Resolution Convolutional Neural Network，SRCNN）［14］是首

个使用 CNN 来解决图像 SR 问题的模型，它直接将 LR
图像映射到 HR图像，性能优于传统手工设计的方法 .
随后，快速超分辨率卷积神经网络（Fast Super-Resolution 
Convolutional Neural Network，FSRCNN）［15］和高效亚像素

卷积神经网络（Efficient Sub-Pixel Convolutional Neural 
network，ESPCN）［19］采用后上采样策略进一步提高了效

率，而 VDSR（Very Deep Super-Resolution）［61］利用全局

残差学习有效解决深度网络的训练难题，使得后续的

CNN方法可以构建更深、更大的网络以捕获更多信息，

从而更好地恢复图像 . 深度递归残差网络（Deep Recur⁃
sive Residual Network，DRRN）［62］集成了局部残差学习

和全局残差连接，以减轻训练难度并增强高频细节 . 增

强型深度残差网络（Enhanced Deep residual networks，
EDSR）［18］将模型大小增加到 43 MB，显著提升了重建性

能，而RCAN［22］基于通道注意力和密集连接构建了超过

400层的模型 . 然而，随着模型复杂度的增加，这些大型

模型的高计算成本限制了它们在资源受限设备上的实

际应用 .

2. 2　基于Transformer的SR
视觉 Transformer（ViT）［41］利用 SA 机制探索全局信

息进行图像重建，并取得了巨大成功 . 图像处理变换器

（Image Processing Transformer，IPT）［42］首先引入了标准

视觉 Transformer 来解决图像 SR 问题 . 然而，ViT 的 SA
机制消耗大量资源，因此提出了各种注意力变体，通过

将 SA 限制在局部区域，并引入更高程度的局部性偏

差，可以显著减轻计算负担 . 用于图像恢复的 Swin 变

换器（Swin transformer for Image Restoration，SwinIR）［26］

结合了局部窗口 SA 和受 Swin Transformer 设计启发的

移位机制，并且优于基于 CNN 的大型模型 . 边缘学习

加速网络（Edge Learning Accelerator Network，ELAN）［30］

提出了一种分组 SA模块并共享权重以降低复杂性 . 高

效单图像超分辨率变换器（Efficient Single-image super-
Resolution Transformer，ESRT）［63］通过分割或缩小尺寸

来减少特征维度，提高计算效率 . 轻量级图像超分辨率

的全聚合网络（Omni aggregation networks for lightweight 
image Super-Resolution，Omni-SR）［64］对不同轴上的像素

交互进行建模，创建通用相关性，而 SRFormer［50］通过

SA机制的排列，采用大窗口 SA来优化计算效率 . 尽管

这些基于 Transformer的方法在图像重建方面取得了进

展，但它们通常需要更高的计算资源，即使模型容量

较小 .
此外，最近的研究工作［56，57］指出：ViTs具有低通滤

波器的性质，从而产生平滑的重建结果 . 因此，许多基

于ViT的方法［65~67］利用卷积算子来增强局部细节，以实

现更高质量的图像重建 . 尽管这些方法集成了卷积和

Transformer 结构的优点，并利用局部和非局部信息来

实现高质量的图像重建结果，但它们仍然依赖于基于

窗口的注意力变体，并且跨窗口的特征交互需要大量

时间来执行 .
2. 3　高效的图像SR

为了在图像 SR 中实现高效的重建性能和模型复

杂性之间的平衡，许多基于 CNN 的方法被提出以减轻

计算负担 . FSRCNN［15］和 ESPCN［19］通过后上采样方式

减少了预定义输入的计算负担，而CARN［13］应用组卷积

和级联残差网络来提高效率 . IMDN［16］采用信息多重蒸

馏块对特征映射进行逐步分割、细化和聚合，显著减少

了模型参数，其改进工作残差特征蒸馏网络（Residual 
Feature Distillation Network，RFDN）［29］在 AIM 2020高效

SR 挑战赛中获胜 . ShuffleMixer［21］为轻量级 SR 设计引

入了大内核卷积，而蓝图可分离残差网络（Blueprint 
Separable Residual Network，BSRN）［17］提出了基于蓝图

可分离卷积的模型来降低模型复杂性 .
除了这些方法，模型量化、结构重新参数化或知识

蒸馏等技术也被用来压缩或加速训练有素的深度模

注：与 MFAMNet 比较的方法包括级联残差网络（CascAding Residual 
Network，CARN）[13]、EDSR-baseline[18]、信息多蒸馏网络（Information 
Multi-Distillation Network，IMDN）[16]、线性组装像素自适应回归网

络-A（Linearly-Assembled Pixel-Adaptive Regression Network-A，LAPAR-

A）[58]、基于稀疏性的多分支超分辨率（Sparse-based Multi-branch Su⁃
per-Resolution，SMSR）[59]、ShuffleMixer[21]、空间自适应特征调制网络

（Spatially-Adaptive Feature Modulation Network，SAFMN）[20]和自调

制特征聚合网络（Self-Modulation Feature Aggregation Network，
SMFANet）[60]，圆圈大小表示模型的FLOPs数量 .

       图2　MFAMNet模型与其他最先进的轻量级方法在Manga109
数据集×4 SR上的模型复杂性和性能比较
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型，神经架构搜索（Neural Architecture Search，NAS）也

被用于搜索图像 SR 的良好约束架构 . 值得注意的是，

深度神经网络的效率可以通过参数数量、FLOPs、激活、

内存消耗和推理运行时间等不同指标来衡量 . 尽管这

些方法在不同方面都取得了效率的提升，但在重建性

能与模型效率之间仍有进一步优化的空间 .
最近的研究趋势之一是引入非局部特征调制来提

取代表性特征以进行重建 . 大感受野像素注意力网络

（Vast-receptive-field pixel attention network，VapSR）［68］

在注意力分支中使用大内核卷积来扩大感受野，

SAFMN［20］通过引入不同的下采样率来获得多尺度空间

特征，然后聚合这些特征以生成调制图，而多级分散残差

网络（Multi-level Dispersion Residual Network，MDRN）［69］

采用多个跨步卷积和轮询操作的并行实现来捕获更精

细的全局结构信息 . 这些方法以较低的计算成本对非

局部特征交互进行建模并实现良好的性能，但仅使用

聚合的非局部特征执行重建可能会忽略局部特征，导

致 SR图像的局部细节（例如角和边缘）中的伪影 . 为了

避免这个问题，提出了一种高效的MFAM模块，该模块

可以协同建模局部和非局部特征，以实现更准确的重

建 . 该模块的引入旨在提高图像 SR技术在实际应用中

的可行性，同时保持高质量的图像重建效果，进一步探

索在保持模型效率的同时提高重建性能的可能性 .
3　基于多尺度特征自适应调制的单图像超

分辨率网络

图 3展示了本文提出的基于多尺度特征自适应调

制的单图像超分辨率网络（Multi-scale Feature Adaptive 
Modulation Network，MFAMNet）的网络架构 . 其整体架

构如图 3（a）所示，它继承自 BSRN［17］的结构，由浅层特

征提取、深层特征提取、多层特征融合和重建四个阶段

组成 . 在预处理阶段，输入图像首先被复制 k次 . 然后

将这些图像连接在一起，表达式为

I k
LR =Concat ( ILR ) （1）

其中， Concat ( ILR )  表示沿通道维度的连接操作；ILR 表

示LR的图像；k 表示需连接的  ILR 的数量 . 在接下来的

浅层特征提取部分，将输入图像映射到更高维的特征

空间中：

F0 =BSconv ( I k
LR ) （2）

其中，F0 表示提取的浅层特征； BSconv 表示浅层特征

提取模块，具体来说，使用蓝图可分离卷积（Blueprint 
Separable Convolution，BSConv）［17］来实现浅层特征提

取 . 然后使用多个堆叠的特征混合模块（Feature Mix⁃
ing Modules，FMM）模块进行深层特征提取，逐渐细化

提取的特征：

Fl = FMM l(Fl - 1 ) l = 12n （3）
其中， FMM l 表示第  l 个 FMM 模块，其中包含 MFAM
和 SEM两个子模块；Fl - 1 和  Fl 分别表示第  l 个FMM模

块的输入和输出 .

在 FMM 中，MFAM 模块和 SEM 模块之间的协同作

用对于实现高质量的图像 SR重建至关重要 . 这两个模

块通过互补的方式，分别从全局和局部角度对特征进

行增强和细化，从而显著提升了模型的重建性能 .
MFAM 模块通过 MFAM 机制，有效地捕捉了图像中的

非局部信息 . 它利用全局方差计算和特征调制，将不同

尺度的低频特征与全局统计信息相结合，从而增强了

模型对长距离依赖关系的建模能力 . 这种全局信息的

捕捉有助于模型理解图像的整体结构和上下文，为高

质量的 SR重建提供了重要的背景信息 . 而 SEM模块则

专注于提取和融合局部空间信息 . 通过部分卷积和条

纹卷积的设计，SEM 模块能够有效地捕捉图像中的局

部细节和纹理 . 它通过使用条纹卷积将大内核卷积分

解为两个连续的卷积，不仅减少了参数量和计算复杂

度，还扩大了感受野，从而更好地提取局部特征 . 这种

局部细节的增强有助于模型在重建过程中保留更多的

细节信息，避免模糊和失真 . 在训练过程中，MFAM 模

块和 SEM 模块通过端到端的训练方式协同优化 .
MFAM 模块负责提供全局信息的指导，而 SEM 模块则

负责细化局部特征 . 这种协同优化方式使得两个模块

能够相互补充，共同提升模型的重建性能 . 通过这种方

式，模型不仅能够更好地理解图像的整体结构，还能够

更准确地重建图像中的细节和纹理 .
为了充分利用所有层的特征，将不同层生成的特
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          （b） MFAM模块                                  （c） SEM的结构 
图3　MFAMNet的网络架构
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征通过 1×1卷积和 GELU 激活进行融合和映射 . 然后，

使用BSConv来细化特征 . 多层特征融合公式为

Ffused = Fusion (Concat (F1 F2 Fn ) ) （4）
其中， Ffused 表示融合之后的特征；Fusion 表示特征融

合模块 . 最后利用残差连接，对得到的融合特征和浅层

特征求和，使用PixelShuffle层重建SR图像：

ISR =Rec (F fused + F0 ) （5）
其中， ISR 表示SR的图像；Rec 表示重建模块 . 继之前的

工作［20］之后，本文使用平均绝对误差（Mean Absolute 
Error，MAE）损失和基于快速傅里叶变换（Fast Fourier 
Transform，FFT）的频率损失函数的组合进行优化，其定

义为

L =  ISR - IHR 1
+ λ F ( )ISR - F ( )IHR

1
（6）

其中， IHR 表示高质量的真实图像；1表示 L1范数；λ 表

示权重参数；F 表示快速傅里叶变换 .
3. 1　MFAM模块

探索非局部信息对于图像 SR重建至关重要，因为

它通过整合图像大范围的信息，允许模型捕捉到长距

离依赖关系，从而更好地重建高质量的细节和纹理 . 传

统的 CNN 通常依赖于局部感受野来提取特征，虽然有

效，但在处理全局上下文信息时存在一定的局限性 . 非

局部信息能够覆盖更广泛的区域，帮助模型理解和重

建图像中的全局结构，尤其是在处理复杂场景或 LR图

像时，能够提供更丰富的上下文支持 .
最近基于ViT的 SR方法［42，43，45，48，49］利用各种 SA机

制来探索非局部信息，并实现令人印象深刻的重建性

能 . 然而，这些 SA变体的计算成本很高，并且对局部细

节进行建模的能力有限，因为它们的低通滤波器性质

使它们优先捕获低频信息 . 与 SA 机制相比，本文提出

了一种轻量级替代方案，从多尺度特征表示中学习长

程依赖关系，以便可以得到更有用的特征，从而更好地

探索HR图像重建 . 如图 3（b）所示，本文开发了一个轻

量级 MFAM 模块，可以协作建模局部和非局部特征以

实现精确重建 .
MFAM 模块的核心设计思路是通过多尺度特征提

取与融合、全局方差计算、特征调制和局部上下文补

充，实现了对非局部信息和局部细节的有效建模 . 这种

设计不仅提高了模型对全局信息的捕捉能力，还通过

调制机制和局部特征的补充，确保了重建图像的高质

量和计算效率 . 其中多尺度特征提取与融合主要通过

不同尺度的下采样操作，获取不同分辨率的低频特征 .
这些低频特征能够覆盖更广泛的区域，从而捕捉到全

局信息 . 在特征提取过程中，通过计算输入特征图的全

局方差，作为对全局信息的统计描述 . 全局方差能够反

映特征图中像素值的离散程度，提供关于图像整体特

性的线索，增强模型对全局信息的感知能力，能够有效

表征非局部结构的显著性 . 将全局方差与低频特征结

合，通过 1×1卷积进行融合，增强模型对非局部信息的

建模能力 . 这种调制机制帮助模型更好地捕捉全局依

赖关系 . 通过全局方差调制后的低频特征作为调制器，

与原始输入特征进行逐元素相乘 . 通过逐元素相乘，确

保了非局部信息能够有效地影响每个像素的局部特征

表示，使得模型在处理局部细节时能够更好地利用全

局上下文信息，增强输入特征图，以更好地捕捉全局

信息 .
具体来说，给定输入特征  F in ÎRH ´W ´C，其中  H ´

W 表示空间大小，C 是通道数，首先对归一化的  F in 应

用1×1的卷积来扩展通道数，然后分割通道 .
{XY} = S (Conv1 ´ 1( F in 2 ) ) （7）

其中，XÎRH ´W ´C YÎRH ´W ´C；S 表示通道分割操作；

Conv1 ´ 1 表示 1 × 1卷积；2表示L2归一化. 其次，对于输

入  X，本文应用三个顺序的特征聚合模块（Feature Ag⁃
gregation，FA），这三个 FA 模块唯一的区别就是分别对

应三个不同的下采样尺度，以此来提取不同尺度下的

特征 . 同时，前一个 FA 模块提取的特征能够直接作为

下一个 FA模块的输入，这样可以更好地利用前面提取

到的信息，逐步对特征进行细化和完善，有利于学习到

更丰富、更具代表性的特征，最后通过一个 1 × 1的卷积

融合三个不同尺度的特征 .
Xdown8 = FA3( X ) （8）

Xdown4 = FA2( Xdown8 ) （9）
Xdown2 = FA1( Xdown4 ) （10）

Xfused =Conv1 ´ 1( Xdown8 + Xdown4 + Xdown2 ) （11）
具体而言，如图4所示，FA模块首先通过通道分割操

作将输入X分成两份，其中X1ÎRH´W´C/4 X2ÎRH´W´ 3C/4.
对于分量X1，通过降采样操作获得低频分量，并将其输

入3 × 3深度卷积以生成非局部结构信息：

{X1 X2} = S ( X ) （12）
Xs =DWconv (Down2i( X1 ) ) （13）

其中，DWconv 表示一个 3 × 3 的深度卷积层； Down2i 

表示缩放因子为  2i 的自适应最大池化 . 通过多尺度下

采样操作，可以生成三种不同分辨率的特征图 . 由于更

小的特征图（比如 8倍下采样的特征图）有着更大的感

受野，因此在应用相同大小的卷积核时，不同尺度的特

征图中的每个像素的感受野都是不同的 . 其中 8 倍下

采样特征图的感受野最大 . 通过引入分割通道机制，可

以有效降低特征通道的数量，从而显著减少模型的参

数量和计算复杂度，实现更高效的模型架构设计 .
为了嵌入调制非局部表示  X1 的全局描述，本文引
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入 X1 的方差作为空间信息的统计散度，并通过 1×1卷

积将其与非局部表示  Xs 合并，以增强模型对非局部信

息的探索能力，进而获得更精确的空间注意力分布：

Xm =Conv1 ´ 1( Xs + σ ( X1 ) ) （14）
其中， σ 表示求  X1 的方差，这种方差调制机制有助于

更好地探索非局部信息 . 最后，本文使用调制特征聚合

输入特征 X1 来提取具有代表性的结构信息并将它与

X2合并 . 为了确保特征图在通道维度上的可拼接性，本

文对经过下采样的特征进行上采样，使其恢复到原始

空间分辨率（H×W），从而实现特征图的尺度一致性

对齐：

Xl =UP (Gelu ( Xm ) )X1 （15）
Xdown2i =Gelu ( )Conv1 ´ 1( )Concat(Xl X2 ) （16）

其中， UP 表示最近邻上采样操作；Gelu 表示 GELU 激

活函数； 表示元素积操作 . 值得注意的是，本文并未

将合并之后的上采样结果直接作为最终输出，而是将

其作为特征调制器，与原始输入特征进行逐元素相乘 .
具体而言，该调制器首先经过 GELU 激活函数处理，随

后与输入特征进行乘积运算 . 在 SR 等低级视觉任务

中，需严格避免空间信息的损失 . 尽管在获取多尺度特

征时采用了可能丢失细节信息的下采样操作，但通过

将其作为门控机制的权重而非模块的最终输出，有效

缓解了细节信息丢失的问题 .
而对于另一个输入  Y，保持其原始分辨率不变，采

用直接处理策略 . 具体来说，本文使用一个核大小为

3×3的扩展深度卷积，对输入特征的局部上下文信息进

行编码，然后本文使用两个 1×1 的卷积和一个隐藏的

GELU激活来生成增强的局部特征  Yd：

Yd =Conv (Gelu (Conv (DWconv (Y ) ) ) ) （17）
最后，本文利用加法将  Xl 和  Yd 融合在一起，并将

它们输入1×1卷积和通道注意力模块，促进通道之间的

信息交互，以形成MFAM模块的输出 . 该过程可以表述为

Ffused =CA (Conv ( X fused + Yd ) ) （18）
其中， CA 表示通道注意力；Ffused 表示MFAM模块的特

征融合输出结果 .

3. 2　SEM
MFAM 主要致力于提取全局上下文信息，其有效

性可通过空间局部信息的补充而得到进一步提升 . 传

统的卷积操作是提取局部上下文信息的常用方法，通

过滑动窗口的方式对局部区域进行特征提取 . 然而，标

准卷积操作在处理大感受野时需要大量的参数和计算

资源，这限制了其在轻量级模型中的应用 . 此外，卷积

操作通常难以捕捉长距离的空间依赖关系 . Trans⁃
former 中的空间注意力机制通过计算所有位置之间的

SA权重来建模全局依赖关系 . 尽管这种方法能够有效

捕捉长距离依赖，但其计算复杂度较高，且对局部细节

的建模能力有限 . 此外，空间注意力机制的二次方计算

复杂度使得其在处理HR图像时，面临内存和计算效率

的挑战 . 为了解决传统的卷积操作和 Transformer 中的

空间注意力机制的局限性，本文同时利用这两者的优

点，设计了 SEM，通过直接计算大核卷积的输出和值表

示之间的Hadamard乘积来近似模拟Transformer中的空

间注意力机制，克服了 Transformer 中空间注意力机制

二次方计算复杂度的缺点 . 同时当使用大内核卷积时，

使用条纹卷积将大内核卷积分解为两个连续的卷积，

在保持大内核感受野的同时，比直接使用大内核卷积

的参数量更少，计算效率更高，克服了传统的卷积操作

直接使用大内核卷积需要大量的参数和计算资源的缺

陷 . 此外，在通过条纹卷积得到注意力图之后，本文还

融合了输入特征的方差，与MFAM模块中的思路一样，

提供关于图像整体特性的线索，进一步增强模型输入

特征图 .
本文提出的 SEM如图 3（c）所示，具体来说，本文首

先使用一个部分卷积来细化MFAM输出的特征：

Fpc = PC (F fused ) （19）
其中， PC 表示部分卷积（Partial Convolution）；Ffused 表

示经过部分卷积细化后的特征 . 由于不同通道之间的

特征图存在高度相似性，本文采用了一种简化的部分

卷积机制，旨在同时减少计算冗余和内存访问开销 . 该

机制仅在部分输入通道上执行常规卷积操作以提取空

间特征，而其余通道则保持原始状态不变 . 这种设计不

仅显著降低了计算复杂度，还有效减少了内存带宽需

求，从而在保持特征提取能力的同时提升了整体效率 .
随后，本文使用 1×1 卷积、GELU 激活函数和一个

条纹卷积（Striped Convolution）生成注意力图A，以此来

简化键K和查询Q之间相似性矩阵A的计算 . 与MFAM
中类似，在计算注意力图时也引入了方差：

A = Striped (Gelu (Conv (Fpc ) ) ) + σ (Fpc ) （20）
Fout =Conv ( AConv (Fpc ) ) （21）

其中， Striped 表示条纹卷积；Fout 表示 SEM 的最终输
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注：i表示每个FA模块不同的下采样尺度 .
图4　FA模块
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出 . 通过使用条纹卷积将大内核卷积分解为两个连续

的卷积，在保持大内核感受野的同时，比直接使用大内

核卷积的参数量更少，计算效率更高 .
4　实验

4. 1　数据集和实现细节
为了与最先进的方法进行公平比较，本文使用常

用的DIV2K+Flickr2K（DF2K）数据集训练SR模型，在常

用的测试数据集上评估了本文的方法，包括 Set5、
Set14、B100、Urban100和Manga109. 本文将图像变换到

YCbCr 颜色空间，并计算图像 Y 通道上的峰值信噪比

（Peak Signal-to-Noise Ratio，PSNR）和结构相似性指数

（Structural Similarity Index Measure，SSIM）来评估恢复图

像的质量 . 在训练过程中，本文将图片随机裁剪成大小为

64 × 64的图像块，并使用LR图像的随机水平翻转和旋转

对训练输入进行数据增强 . 模型使用Adam优化器进行

优化，β1=0.9，β2=0.99. 本文将初始学习率设置为1 × 10−3，
最小学习率为1 × 10−5，并通过余弦退火方案进行更新 .
MFAMNet由8个FMM、36个通道组成 . 所有实验均使用

PyTorch框架进行，并且迭代次数设置为1 000 000.
4. 2　与先进方法的比较
4. 2. 1　定量比较

为了全面评估本文方法的性能，本文将 MFAMNet

与 基 于 CNN 的 轻 量 级 SR 方 法 进 行 比 较 ，包 括

FSRCNN［15］ 、VDSR［61］ 、CARN［13］ 、EDSR-baseline［18］ 、

IMDN［16］ 、LAPAR-A［58］ 、SMSR［59］ 、ShuffleMixer［21］ 、

SAFMN［20］、SMFANet［60］、MSGN-S（Multi-Scale Gated Net⁃
work for Single image super-resolution）［70］、SeemoRe-T（See 
more details for Real-Time image super-resolution）［71］、

EARFA-light（Entropy Attention and Receptive Field 
Augmentation-light）［72］、SRConvNet（Super-Resolution Con⁃
volutional neural Network）［73］、MELTN（Multi-scale En⁃
hanced Large-kernel attention Transformer Network）［74］和分

组 残 差 特 征 网 络（Group Residual Feature Network，
GRFN）［75］. 表1报告了基准数据集上×2、×3和×4放大因

子的定量比较，其中PSNR和SSIM指标表示在该数据集

上的平均值，红色和蓝色分别表示最佳的性能和第二佳

的性能 . 除了PSNR和 SSIM指标之外，本文还列出了参

数数量（#Params）和 FLOPs（#FLOPs）. 为了公平比

较，本文在将 LR 图像 SR 至 1 280 × 720 像素的设置

下，使用 fvcore 库（即 fvcore.nn.flop_count_str）计算所有

评估方法的模型复杂度 . 受益于 MFAM 模块的非局部

信息建模能力，与之前基于CNN的方法相比，MFAMNet
可以有效地探索更多信息 . 表 1表明：本文的MFAMNet
在所有基准数据集上都取得了更佳的性能，并且具有

极低的参数量和FLOPs数 .
表1　不同方法在公共基准数据集上的定量比较

Bicubic
FSRCNN

VDSR
CARN

EDSR-baseline
IMDN

LAPAR-A
SMSR

ShuffleMixer
SAFMN

SMFANet
SeemoRe-T

EARFA-light
MSGN-S

SRConvNet
GRFN

MELTN
MFAMNet(ours)

Bicubic
FSRCNN

VDSR

×2

×3

—

12
665

1 592
1 370
694
548
985
394
228
186
220
199
387
387
528
639
245
—

12
665

—

6
613
223
316
161
171
132
91
52
41
—

—

82
74
—

148
48
—

5
613

33.66/0.929 9
37.00/0.955 8
37.53/0.958 7
37.76/0.959 0
37.99/0.960 4
38.00/0.960 5
38.01/0.960 5
38.00/0.960 1
38.01/0.960 6
38.00/0.960 5
38.08/0.960 7
38.06/0.960 8
38.05/0.960 8
38.10/0.960 8
38.00/0.960 5
38.10/0.960 9
38.03/0.960 3
38.12/0.961 4
30.39/0.868 2
33.16/0.914 0
33.66/0.921 3

30.24/0.868 8
32.63/0.908 8
33.03/0.912 4
33.52/0.916 6
33.57/0.917 5
33.63/0.917 7
33.62/0.918 3
33.64/0.917 9
33.63/0.918 0
33.54/0.917 7
33.65/0.918 5
33.65/0.918 6
33.65/0.918 8
33.68/0.918 6
33.58/0.918 6
33.77/0.919 3
33.69/0.918 6
33.80/0.919 8
27.55/0.774 2
29.43/0.824 2
29.77/0.831 4

29.56/0.843 1
31.53/0.892 0
31.90/0.896 0
32.09/0.897 8
32.16/0.899 4
32.19/0.899 6
32.19/0.899 9
32.17/0.899 0
32.17/0.899 5
32.16/0.899 5
32.22/0.900 2
32.23/0.900 4
32.23/0.900 5
32.22/0.900 3
32.16/0.899 5
32.28/0.900 9
32.20/0.900 1
32.28/0.900 9
27.21/0.738 5
28.53/0.791 0
28.82/0.797 6

26.88/0.840 3
29.88/0.902 0
30.76/0.914 0
31.92/0.925 6
31.98/0.927 2
32.17/0.928 3
32.10/0.928 3
32.19/0.928 4
31.89/0.925 7
31.84/0.925 6
32.20/0.928 2
32.22/0.928 6
32.28/0.929 8
32.21/0.928 8
32.05/0.927 2
32.52/0.931 7
32.21/0.927 6
32.44/0.930 5
24.46/0.734 9
26.43/0.808 0
27.14/0.827 9

30.80/0.933 9
36.67/0.969 4
37.22/0.972 9
38.36/0.976 5
38.54/0.976 9
38.88/0.977 4
38.67/0.977 2
38.76/0.977 1
38.83/0.977 4
38.71/0.977 1
39.11/0.977 9
39.01/0.977 7
39.10/0.978 1

—

38.87/0.977 4
39.14/0.978 1
38.76/0.977 3
39.28/0.978 3
26.95/0.855 6
30.98/0.921 2
32.01/0.931 0

算法 尺度
#Params/

K
#FLOPs/

G
Set5

PSNR/SSIM
Set14

PSNR/SSIM
B100

PSNR/SSIM
Urban100

PSNR/SSIM
Manga109

PSNR/SSIM
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CARN
EDSR-baseline

IMDN
LAPAR-A

SMSR
ShuffleMixer

SAFMN
SMFANet

SeemoRe-T
EARFA-light

MSGN-S
SRConvNet

GRFN
MELTN

MFAMNet(ours)
Bicubic

FSRCNN
VDSR
CARN

EDSR-baseline
IMDN

LAPAR-A
SMSR

ShuffleMixer
SAFMN

SMFANet
SeemoRe-T

EARFA-light
MSGN-S

SRConvNet
GRFN

MELTN
MFAMNet(ours)

×4

1 592
1 555
703
594
993
415
233
191
225
203
408
387
539
640
250
—

12
665

1 592
1 518
715
659

1 006
411
240
197
232
209
404
382
554
641
257

119
160
72

114
68
43
23
19
—

—

39
33
—

66
22
—

5
613
91

114
41
94
42
28
14
11
—

—

25
22
—

37
12

34.29/0.925 5
34.37/0.927 0
34.36/0.927 0
34.36/0.926 7
34.40/0.927 0
34.40/0.927 2
34.34/0.926 7
34.42/0.927 4
34.46/0.927 6
34.48/0.928 0
34.47/0.928 0
34.40/0.927 2
34.55/0.928 1
34.46/0.927 8
34.56/0.928 8
28.42/0.810 4
30.71/0.865 7
31.35/0.883 8
32.13/0.893 7
32.09/0.893 8
32.21/0.894 8
32.15/0.894 4
32.12/0.893 2
32.21/0.895 3
32.18/0.894 8
32.25/0.895 6
32.31/0.896 5
32.33/0.896 4
32.37/0.897 0
32.18/0.895 1
32.30/0.896 5
32.35/0.895 9
32.41/0.897 9

30.29/0.840 7
30.28/0.841 7
30.32/0.841 7
30.34/0.841 2
30.33/0.841 2
30.37/0.842 3
30.33/0.841 8
30.41/0.843 0
30.44/0.844 5
30.44/0.843 8
30.45/0.844 4
30.30/0.841 6
30.45/0.843 9
30.42/0.844 2
30.52/0.845 6
26.00/0.702 7
27.59/0.753 5
28.01/0.767 4
28.60/0.780 6
28.58/0.781 3
28.58/0.781 1
28.61/0.781 8
28.55/0.780 8
28.66/0.782 7
28.60/0.781 3
28.71/0.783 3
28.72/0.784 0
28.68/0.783 2
28.74/0.784 5
28.61/0.781 8
28.74/0.784 5
28.77/0.783 1
28.79/0.786 2

29.06/0.803 4
29.09/0.805 2
29.09/0.804 6
29.11/0.805 4
29.10/0.805 0
29.12/0.805 1
29.08/0.804 8
29.16/0.806 5
29.15/0.806 3
29.16/0.806 7
29.16/0.807 1
29.07/0.804 7
29.19/0.806 8
29.16/0.806 7
29.21/0.808 0
25.96/0.667 5
26.98/0.715 0
27.29/0.725 1
27.58/0.734 9
27.57/0.735 7
27.56/0.735 3
27.61/0.736 6
27.55/0.735 1
27.61/0.736 6
27.58/0.735 9
27.64/0.737 7
27.65/0.738 4
27.64/0.738 2
27.66/0.738 7
27.57/0.735 9
27.65/0.737 8
27.64/0.738 1
27.70/0.740 0

28.06/0.849 3
28.15/0.852 7
28.17/0.851 9
28.15/0.852 3
28.25/0.853 6
28.08/0.849 8
27.95/0.847 4
28.22/0.852 3
28.27/0.853 8
28.29/0.854 9
28.31/0.854 5
28.04/0.850 0
28.40/0.856 8
28.33/0.856 0
28.46/0.857 1
23.14/0.657 7
24.62/0.728 0
25.18/0.752 4
26.07/0.783 7
26.04/0.784 9
26.04/0.783 8
26.14/0.787 1
26.11/0.786 8
26.08/0.783 5
25.97/0.780 9
26.18/0.786 2
26.23/0.788 3
26.20/0.788 9
26.27/0.789 1
26.06/0.784 5
26.33/0.791 5
26.17/0.789 9
26.37/0.792 0

33.50/0.944 0
33.45/0.943 9
33.61/0.944 5
33.51/0.944 1
33.68/0.944 5
33.69/0.944 8
33.52/0.943 7
33.96/0.946 0
33.92/0.946 0
33.94/0.946 6

—

33.56/0.944 3
34.01/0.946 9
33.83/0.945 3
34.19/0.947 6
24.89/0.786 6
27.90/0.851 7
28.83/0.880 9
30.47/0.908 4
30.35/0.906 7
30.45/0.907 5
30.42/0.907 4
30.54/0.908 5
30.65/0.909 3
30.43/0.906 3
30.82/0.910 4
30.82/0.910 7
30.75/0.911 5

—

30.35/0.907 5
30.84/0.912 1
30.74/0.910 8
31.08/0.913 9

续表

算法 尺度
#Params/

K
#FLOPs/

G
Set5

PSNR/SSIM
Set14

PSNR/SSIM
B100

PSNR/SSIM
Urban100

PSNR/SSIM
Manga109

PSNR/SSIM

在 4 倍 SR 下，尽管 MFAMNet 的参数量相较于

SMFANet 增加了 60 KB，但其 PSNR 性能在五个基准数

据集上相较于 SMFANet平均提升了 0.15 dB. 特别是在

Urban100和Manga109数据集上，MFAMNet分别实现了

0.19 dB和0.26 dB的PSNR提升，同时FLOPs与SMFANet
几乎相同 . 与SAFMN相比，MFAMNet在五个数据集的每

个数据集上均实现了至少0.12 dB的PSNR增益 . 此外，与

传统的Bicubic方法相比，MFAMNet在PSNR性能上表现

出显著优势，即便在 PSNR 提升幅度最小的 B100 数据

集上，也实现了至少 1.74 dB 的增益 . 与 GRFN 模型相

比，MFAMNe 的参数量约等于其 1/2，但是却实现了更

好的性能，例如在 Set5和Mange109两个数据集的PSNR
上，分别实现了 0.11 dB和 0.24 dB的性能提升 . 与基于

Transfomer 的方法 MELTN 相比，本文的方法只用了约

等于其1/3的参数量就实现了全面的性能领先 .
4. 2. 2　定性比较

将本文提出的MFAMNet的可视化结果与基于CNN
的方法在×2 Set14、×3 Set5和×4 Urban100数据集上进行

比较，包括CARN［13］、IMDN［16］、ShuffleMixer［21］、SAFMN［20］

和SMFANet［60］. 如图5~图7所示，本文列出了经过评估的

基于CNN的方法对应的子图，并且在每个子图下方标记

相应的PSNR/SSIM. 特别是在×4 Urban100数据集上，如
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图7所示，其他方法存在模糊伪像和扭曲的线条 . 相比之

下，本文的方法可以恢复具有更清晰边界、更准确的平行

直线和网格图案 . 同时，还证明了本文通过利用非局部特

征交互进行自适应特征调制的方法的有效性 .
4. 2. 3　内存和运行时间比较

为了充分证明本文提出的 MFAMNet的效率，本文

进一步将本文的方法与基于CNN的方法在图形处理单

元（Graphics Processing Unit，GPU）内存消耗和 4 倍 SR
上的推理时间方面进行比较，包括 CARN［13］、EDSR-

baseline［18］、IMDN［16］、LAPAR-A［58］、ShuffleMixer［21］和
SAFMN［20］. 表 2 显示了 GPU 内存和推理时间的比较 .
其中#GPU内存表示推理阶段的最大GPU内存消耗，由

torch.cuda.max_memory_allocated 函数导出 . #Avg.Time
是 500张 320 × 180像素的LR图像的平均运行时间 . 通

过对表 2的分析，本文的MFAMNet比除 SAFMN之外的

所有列出的 CNN 方法具有更少 GPU 内存消耗 . 与

ShuffleMixer［21］相比，MFAMNet的 GPU内存消耗降低了

65%，同时运行速度提升了 9%. 此外，相较于 LPARA-

A［58］，MFAMNet的GPU内存消耗减少了约 91%，而运行

速度则提高了 1.5倍 . 这些定量和定性比较结果表明：

本文方法比先进的 SR模型获得了更好的结果，但复杂

性显著降低 .
4. 2. 4　LAM比较

局部归因图（Local Attribution Maps，LAM）是一种

用于解释和分析 SR网络的技术，旨在识别输入图像中

哪些像素对 SR网络输出的特定区域有显著影响 . LAM
的原理基于积分梯度方法（Integral Gradient Method），

通过计算从基线输入（如模糊图像）到实际输入图像之

间的路径上的梯度积分来确定每个输入像素的重要

性 . 模糊图像作为基线输入，表示高频成分（如边缘和

纹理）的“缺失”，而渐进式模糊函数作为路径函数，通

过逐渐改变模糊核实现从基线输入到实际输入的平滑

过渡 . LAM 通过简单的算子或滤波器（如梯度检测器）

来量化局部区域中特定特征（如边缘和纹理）的存在，

并特别关注难以重建的区域，以分析 SR网络如何利用

信息来提升性能 . 对于给定的输入图像，LAM计算从基

线输入到实际输入的路径上的积分梯度，以此确定每

个像素对 SR结果的贡献程度 . LAM的作用不仅在于提

供了一种可视化工具，帮助研究者理解 SR网络的工作

原理和关注区域，还在于通过分析 LAM 结果，揭示 SR

barbara from Set14

HR patch Bicubic CARN
22.89/0.746 8

IMDN
23.08/0.731 8

MFAMNet
24.62/0.790 5

SMFANet
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SAFMN
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图5　Set14数据集上×2 SR的视觉对比
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34.79/0.870 4

SMFANet
34.27/0.861 7

SAFMN
34.34/0.859 6

ShuffleMixer
34.23/0.858 9head from Set5

butterfly from Set5

图6　Set5 数据集上×3 SR 的视觉对比

img004 from Urban100

HR patch Bicubic CARN
22.23/0.865 5

IMDN
24.31/0.921 3

ShuffleMixer
23.49/0.904 0

SAFMN
22.54/0.866 1

SMFANet
22.80/0.891 8

MFAMNet
25.05/0.923 1

BicubicHR patch CARN
15.19/0.517 2

IMDN
16.40/0.641 7

ShuffleMixer
15.67/0.536 9 

SAFMN
16.00/0.575 1

SMFANet
16.95/0.672 3

MFAMNet
18.30/0.762 4

HR patch Bicubic CARN
20.89/0.632 3

IMDN
22.37/0.725 6

ShuffleMixer
22.76/0.737 9

SAFMN
23.17/0.760 4

SMFANet
23.93/0.789 6

MFAMNet
24.38/0.808 6img085 from Urban100

img024 from Urban100

图7　Urban100数据集上×4 SR的视觉对比

2334



第 7 期 沈伟露等：基于多尺度特征自适应调制的单图像超分辨率网络

网络在信息利用上的模式，从而指导设计更高效的网

络架构 .
LAM［76］表明在恢复过程中红色像素和矩形位置块

之间存在显著相关性，如图 8所示 . 将本文的方法与基

于 CNN 方法的 LAM 结果进行比较，包括 LAPAR-A［58］、
ShuffleMixer［21］、SAFMN［20］和 SMFANet［60］，并在图 8 中

每个子图下方标记相应的扩散指数（DI）值，DI 值越大

表示涉及的像素范围越广 . 与 SAFMN［11］相比，MFAM⁃
Net 的扩散指数增加了 48%，而相较于 LAPAR-A［58］，
MFAMNet的扩散指数更是显著提高了 4.33倍 . 这些结

果表明：所提出的 MFAMNet可以探索更多的非局部信

息，以实现准确的图像SR.

5　分析与讨论

5. 1　理论分析

5. 1. 1　特征提取的优化

MFAMNet 通过 MFAM 模块和 SEM 实现了高效的

特征提取 . MFAM模块通过不同下采样率（2、4、8倍）将

输入特征分解为多级低频分量，利用深度卷积在大感

受野下提取全局结构信息 . 例如，8倍下采样特征的单

个像素对应原始图像 8 × 8区域的综合语义，使得模型

能够捕捉长距离依赖关系，避免传统卷积因局部感受

野限制导致的结构失真 . 全局方差计算和特征调制机

制能够增强模型对全局信息的感知能力 . 全局方差反

映了输入特征图的统计分布，通过将全局方差与低频

特征结合，模型能够更好地利用全局信息来增强局部

特征的表达能力 . SEM 模块通过大核条纹卷积和部分

卷积，在原始分辨率下提取高频细节 . 条纹卷积在感受

野保持不变的情况下，极大地降低了计算复杂度和模

型参数量，有效平衡细节提取与计算成本 . 根据信息论

可知，图像可分解为低频语义层和高频细节层的叠加 .

MFAMNet 通过 MFAM 和 SEM 两个模块分别建模这两

层信息，避免传统单尺度模型因跨尺度信息混杂导致

的特征冗余，提升信息提取效率 .
5. 1. 2　信息融合的高效性

FA模块计算输入特征的全局方差，作为特征分布

的统计量表征 . 方差较高的区域对应图像中像素值变

化剧烈的部分，通常包含关键细节信息，能够增强调制

权重，迫使模型重点关注这些区域的特征聚合 . 而方差

较低的部分对应平滑区域，语义上多为背景，特征冗余

度高，通过方差机制可以抑制冗余响应 . 人类视觉系统

会自动聚焦于场景中的“显著性区域”，忽略冗余背景 .
MFAM的方差调制通过强化高方差区域的特征聚合权

重，模拟了这一机制，使模型优先处理对重建质量影响

最大的信息 .
MFAM 的通道注意力机制通过全局平均池化将空

间信息压缩为通道级统计量，捕捉跨通道依赖关系，动

态抑制无关通道或噪声通道，增强语义相关通道的权

重，减少通道间的信息冗余 . SEM利用大核条纹卷积模

拟得到的空间注意力图结合局部方差生成，突出高频

细节所在的空间位置 . 通道注意力提供语义层面的“内

容筛选”，解决“哪些特征更重要”的问题，空间注意力

实现几何层面的“位置校准”，解决“重要特征在哪里”

的问题，两者结合形成“语义-几何”双约束的特征融合

机制，提升重建精度 .
5. 1. 3　计算效率的提升

MFAM 模块的子模块 FA 模块将输入通道分割为

C/4（多尺度分支）和 3C/4（原始分辨率分支），仅对小部

分通道进行下采样处理 . 例如，当C=36时，多尺度分支

的通道数仅为 9，大幅降低 FLOPs. 这种设计通过减少

参与下采样的通道数，在保留多尺度语义信息的同时，

避免了全通道处理带来的冗余计算 .
SEM 采用部分卷积仅对部分通道执行卷积操作，

减少了内存访问开销 . 同时，采用条纹卷积将 11 × 11
核分解为 1 × 11和 11 × 1的连续卷积，计算量从标准大

核卷积的 121C2降至 22C2，降幅达 82%. 相较于原始大

核，条纹卷积在保持相同感受野的前提下，通过一维卷

积的顺序执行，将二维空间的密集计算转化为水平和

垂直方向的稀疏计算，显著降低了乘加运算次数 .
5. 1. 4　模型复杂度与性能的权衡

SA通过计算全局像素对的相似性矩阵实现非局部

建模，其本质是一种动态加权求和，但二次方的复杂度

问题使得 SA机制在处理HR图像时面临显著的计算和

内存挑战 . MFAM 模块则通过多尺度下采样和方差调

制模拟非局部依赖，利用不同尺度的低频特征聚合替

代全局像素交互，复杂度与图像大小呈线性关系，避免

了 SA的二次增长缺陷 . SA机制的低通滤波特性更易捕

Input ShuffleMixer
DI: 3.905 8

LAPAR-A
DI: 4.086 0

SAFMN
DI: 11.970 0

SMFANet
DI:16.933 1

MFAMNet
DI:17.697 1

图8　LAM和扩散指数(DIs)的比较

表2　不同方法的复杂度比较

Methods
CARN

EDSR-baseline
IMDN

LPARA-A
ShuffleMixer

SAFMN
MFAMNet

#GPU Mem/M
677.00
480.12
196.88

1 808.23
466.06
63.64

162.40

#Avg.Time/ms
18.67
16.31
8.73

30.03
22.17
10.49
20.02
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捉低频语义，限制了其对高频局部细节的捕捉能力，导

致重建结果过于平滑，缺乏细节 . 而MFAM通过原始分

辨率分支（Y路径）保留高频细节，结合 SEM模块实现高

低频解耦，能够同时捕捉全局信息和局部细节 . 这种设

计使得 MFAM 模块在建模长距离依赖关系的同时，能

够保留更多的局部细节，更适合 SR任务对细节重建的

需求 .
传统空间注意力通过局部卷积生成注意力图，仅

捕捉局部邻域的空间关系；MFAM 通过多尺度下采样

（最大 8倍）扩大建模范围，等效于捕捉（8 × 8）像素的全

局空间关系，兼具局部细节和全局结构建模能力 . 空间

注意力依赖局部特征强度生成权重，而 MFAM 引入全

局方差作为引导信号，从特征分布的统计层面强化显

著性区域，避免局部噪声干扰 .
尽管与 SA 和空间注意力相比，MFAM 模块有种种

优势，但是 SA的全局动态建模能力在复杂场景中更具

优势，而MFAM的多尺度聚合属于“伪非局部”建模，对

极长距离依赖的捕捉能力较弱 . 此外，MFAM模块的多

尺度下采样可能导致极高频细节的轻微损失，未来可

通过引入可变形卷积或动态尺度选择机制进一步

优化 .
5. 2　消融实验

本节进行了广泛的消融研究，以分析和评估所提

出的 MFAMNet 中每个组件的效果 . 本文基于×4 MF⁃
AMNet模型实现了所有消融实验，并使用DF2K数据集

对其进行训练以进行公平比较 . 表 3 中的定量消融结

果是在Urban100和Manga109数据集上测量的 .
本文所提出的MFAM模块提取多尺度特征以提高

重建精度 . 为了证明其有效性，本文首先移除MFAM模

块，将其与基线 MFAMNet 进行比较 . 如表 3 所示，Ur⁃
ban100 和 Manga109 数据集上的 PSNR 值分别下降了

0.66 dB 和 0.86 dB. 这些结果表明了 MFAM 的重要性 .
此外，由于所提出的 MFAM 模块主要包含一个用于处

理不同分辨率特征的分支和一个用于处理原始分辨率

特征的分支，这里分别用  X 和 Y 分别表示这两个分支 .
本文对这些组件进行了消融研究，以证明它们在图像

SR 上的有效性 . 如果没有  X 分支，在 Urban100 和

Manga109数据集上观察到PSNR性能显著下降 0.29 dB
和 0.41 dB. 这些结果表明： X 分支可以有效地提取和

融合不同分辨率的特征 . 至于  Y 分支，移除后，模型在

Urban100 和 Manga109 上的性能仅达到 26.15 dB 和

30.82 dB，这也说明了原始分辨率的特征对于单图 SR
同样很重要 . 由于 X 分支利用不同的下采样尺度来提

取多尺度特征，因此本文还对不同的下采样分支进行

了消融实验，包括单独移除某个下采样尺度和组合移

除两个尺度 . 无论是单独移除某一个下采样尺度，还是

同 时 移 除 两 个 下 采 样 尺 度 ，模 型 在 Urban100 和

Manga109的PSNR性能都有所下降 . 例如，同时移除下采

样2倍和8倍，模型在Urban100的PSNR下降了0.1 dB，这
充分表明了三个不同尺度下的特征对于单图 SR 都很

重要 . 此外，本文还比较了单独移除某个下采样尺度和

组合移除两个尺度提取的特征图，如图 9所示，原始网

络提取出的特征图能看到连续且完整的高频结构，结

构清晰统一，既有全局轮廓，又有细密纹理，这些是还

原HR细节的关键，而移除某个下采样尺度或组合移除

两个尺度的特征图，由于丢失某一层级信息，出现细节

断裂、纹理模糊、结构破碎、语义混乱等问题 .

SEM 利用大核条纹卷积，有效提取并融合局部空

间信息，以进一步完善 MFAM 在空间和通道维度上的

特征 . 为了证明该模块的有效性，本文分别进行了移除

SEM和将 SEM替换成前馈神经网络（Feed-Forward Net⁃
work，FFN）［77］的消融实验 . 由表 3可知，与基线相比，移

除 SEM导致PSNR值在Urban100和Manga109数据集上

分 别 下 降 了 0.19 dB 和 0.32 dB. 而 将 SEM 替 换 成

FFN［77］之后，虽然参数量减少了 35 K，但是在Urban100
和 Manga109 数据集上的 PSNR 值却降低了 0.17 dB 和

0.19 dB. 这些结果证明SEM可以有效地提取局部特征，

进一步对MFAM提取的特征进行补充和完善 .
在 MFAM 和 SEM 两个模块中，本文均使用了方差

机制 . 为了证明其有效性，本文分别移除了这两个模块

中的方差操作 . 表 3 表明：在移除方差操作之后，模型

参数量和 FLOPs 几乎没有减少，而 PSNR 值却降低了 .
具体来说，MFAM 模块在移除方差操作之后，在 Ur⁃
ban100 和 Manga109 数据集上的 PSNR 值分别下降了

0.06 dB 和 0.05 dB. 而 SEM 模块在移除方差操作之后，

在Urban100和Manga109数据集上的PSNR值分别下降

了 0.03 dB 和 0.08 dB. 这些结果表明：方差调制机制可

以在几乎不增加模型复杂度的情况下增强模型对全局

和局部信息的提取能力 .

图9　部分消融实验的中间特征图比较
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6　结论

本文提出了一种简单而高效的深度 CNN 模型，旨

在解决图像 SR任务中的效率与性能平衡问题 . 所提出

的 MFAMNet 方法创新性地引入了基于多尺度特征表

示的调制机制，通过自适应地捕捉远程依赖关系，显著

提升了模型对全局信息的提取能力 . 为了进一步增强

局部上下文信息的利用，本文设计了一种 SEM，该模块

能够有效地编码空间局部上下文，使得模型在图像处

理过程中能够更加精确地复原出细腻的纹理和清晰的

边缘细节 . 本文在多个常用基准数据集上对所提出的

方法进行了全面的定性和定量评估 . 大量实验结果表

明：MFAMNet模型在重建性能和计算效率之间实现了

更优的权衡，不仅显著提升了 SR 图像的质量，还保持

了较低的计算复杂度，为实际应用提供了可行的解决

方案 .
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